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요 약

연합학습은 신경망 전역 모델을 여러 개의 디바이스에서 공동으로 학습을 하는 방식으로, 기존의 중앙 집중화

학습에 비해 데이터 보안 및 통신 비용에 있어 이점을 가지고 있기 때문에 현재 많은 연구가 이루어지고 있다.

이러한 연합학습에 대한 연구는 대부분 Artificial Neural Network(ANN)을 전역 모델로 사용하는데, ANN은 에너

지 소모가 크기 때문에 모바일 디바이스 및 임베디드 디바이스에서 사용을 하기에는 무리가 있다. 대신에 에너지

효율성이 높은 Spiking Neural Network(SNN)을 전역 모델로 사용한 연합학습에 대한 연구가 이루어지고 있다.

SNN은 스파이크를 통해서 뉴런들 간에 정보를 전달하는 신경망으로, event-driven 방식으로 작동하기 때문에

ANN에 비해 에너지 효율성이 높다는 이점이 있다. 하지만 ANN을 연합학습에 사용한 연구 결과에 비해 SNN을

연합학습에 사용한 연구 결과는 매우 적으며, 이는 SNN 기반 연합학습을 여러 분야에 적용하기 힘들게 한다. 본

논문에서는 실험을 통해 분석한 결과 SNN 기반의 연합학습이 ANN 기반의 연합학습에 비해 에너지 소비량이 더

적다는 결과를 얻을 수 있었다.

키워드 : 연합학습, 스파이킹 뉴럴 네트워크, 2차원 이미지 분류
Key Words : Federated Learning, Spiking Neural Network, 2-dimensional image classification

ABSTRACT

Federated learning is a cooperative learning process of global neural network models with several devices.

Many researchers focus on it due to its advantages in data privacy protection and low communication costs.

Most previous studies on federated learning use conventional Artificial Neural Networks (ANNs) as global

model. However, it is difficult to use ANNs in mobile and embedded devices because they consume a lot of

energy. To apply federate learning to mobile and embedded devices successfully, it is important to use Spiking

Neural Networks (SNNs) as global model due to their high energy efficiency. This is because SNNs deliver
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Ⅰ. 서 론

현재모바일네트워크환경에서각각의디바이스별
로분류또는예측을위해신경망을사용한다. 이때신

경망을 학습시키기 위해서는 훈련 데이터셋이 필요한
데, 대부분의 경우 모바일 디바이스는 신경망 모델을
좋은성능을가질수있도록충분히학습을시킬만큼의

데이터를보유하고있지않다. 따라서각디바이스에서
보유하고있는데이터를하나의서버로전송하여서버
에서신경망을학습하는방식이등장하게되었다. 이것

을중앙집중형학습(Centralized Learning)이라고한다.

중앙집중형학습을통해서훈련데이터의개수가증가
하여신경망의성능은높아졌지만, 디바이스가서버로

데이터를전송하는과정에서발생할수있는보안에대
한 문제가 제기되었다. 이러한 보안 문제를 해결하기

위해서 등장한 것이 연합학습(Federated Learning)이
다. 연합학습은서버로데이터를전송하는대신각디바

이스에서로컬데이터셋의학습을통해업데이트된모
델의 파라미터(가중치, 바이어스) 값을 전송한다.

연합학습에서 주로 사용하는 신경망으로는

Artificial Neural Network(ANN)이 있다. 연합학습을
주제로한대부분의기존연구들은기본적으로 ANN을
신경망모델로사용하고있다(Federated ANN)[1,2,3]. 하

지만 ANN을사용하였을때의문제는임베디드디바이
스와같이연산성능이떨어지고낮은전력소비를요구
하는작은디바이스는 ANN이요구하는성능을충족하

지못한다는것이다. 따라서성능이낮은디바이스에서
도신경망모델을학습하기위해서연산및에너지효율
성을 높이는 방법들이 연구되었다.

그 방법 중 하나로 ANN 대신에 Spiking Neural

Network(SNN)을 사용하는 방식(Federated SNN)이
제안되었다[4]. ANN은실수값으로데이터를전달하기

때문에뉴런으로정보를전달할때이전뉴런의데이터
와뉴런사이의시냅스가중치를곱하는연산이발생한
다. 반면에 SNN은 스파이크 형태의 이산적인 값으로

데이터를전달하기때문에스파이크정보가 1일때뉴
런사이의 시냅스가중치값을전달하기만 하면 된다.

이때하드웨어에서요구하는곱셈연산의에너지소비

량에비해덧셈연산의에너지소비량은매우적기때문
에 에너지 소비량이 크게 줄어들게 된다. 결과적으로
SNN은 ANN에비해더적은연산과에너지를요구하

며이는한정된리소스들을가지는임베디드디바이스
에서 ANN 보다 SNN이 적합함을 의미한다.

현재연합학습에대한대부분의연구는분류또는예

측정확도의성능을중요시하고있다. 이때분류또는
예측정확도의성능은 SNN보다 ANN이더좋기때문
에 ANN보다 SNN을모바일디바이스에적용하는것

이 에너지 소비 측면에서 더 효율적임에도 불구하고
SNN을적용한연합학습에대한연구가많이이루어지
지않아기존의연구결과가매우적다. 하지만모바일

네트워크 환경에서는 정확도 성능만큼이나 에너지 효
율성도 중요하기 때문에 SNN 기반 연합학습에 대한
연구가필요하다. 또한실제모바일네트워크환경에서

그림 1. (a) 중앙집중화 학습 과정, (b) 연합학습 과정
Fig. 1. (a) Centralized learning process, (b) Federated
learning process

data between neurons with spikes and the delivery process works in an event-driven manner, which is more

energy efficient than that of ANNs. However, the studies on federated learning with SNNs are much less than

the studies with ANNs. This problem makes the federated learning with SNNs difficult to be utilized in

various applications. In this paper, we conduct simulation with diverse situations and find out that the

federated learning with SNNs is more energy efficient than the federated learning with ANNs.
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각디바이스들은서로다른분포의데이터를가지고있
을수있는데 이를데이터 분포가 불균일하다고 한다.

데이터분포의불균일성에따른연합학습의성능에대

한분석은기존의많은연구에서다루고있지만 SNN을
사용한 연합학습에서 데이터 불균일성의 영향을 분석
한연구는적다[5,6]. 따라서, 본연구에서는연합학습에

서 ANN을신경망으로사용하였을때와 SNN을신경
망으로사용하였을때의분류정확도및에너지소비량
에서의성능차이를각각비교하여 SNN을사용하였을

때발생하는손실과이득을살펴보고자하며, Federated

ANN과 Federated SNN 각각에대해서데이터분포의
불균일성에 따른 성능 변화 측정하여 비교 및 분석을

하고자한다. 위의내용을정리하였을때본연구의의
의는 다음과 같다.

∙동일한구조의 ANN과 SNN을각각연합학습
의신경망으로사용하였을때, 이미지분류작
업각각에대한정확도를구하고성능을비교
하였다.

∙또한 ANN 기반의 연합 학습과 SNN 기반의
연합학습각각에대해서에너지소비량을측
정하여연합학습에서 SNN을사용하였을때의
에너지 소비량이 더 적다는 결과를 보였다.

∙ANN 기반의 연합 학습과 SNN 기반의 연합
학습이데이터분포의불균일성에얼마나저항
성이 있는지 분석하였다.

본논문의구성의순서는다음과같다. 2단락에서는
연합학습과 SNN에대해간략히 설명하며, 3단락에서
는연합학습의활용및 SNN 기반의연합학습에대한

기존의 연구를 소개한다. 4단락에서는 본 논문에서
SNN 기반의연합학습을구현한내용을설명하며, 5단
락에서는실험설정및결과를보여준다. 이논문의 6단

락은 결론으로 구성되어 있다.

Ⅱ. 배경지식

2.1 연합학습
연합학습은신경망모델을가지고있는다수의디바

이스들이 서로 동일한 신경망 모델을 가지고, 학습에

참여하는 모든디바이스들이 연합하여 학습을 진행하
여파라미터를업데이트하는방식을의미한다. 연합학
습의등장이전에공동으로학습을하는방식으로는중

앙집중형학습(Centralized Learning)이있다. 이학습

방식은 다음과 같은 과정을 거쳐서 이루어진다. 먼저
각디바이스가보유하고있는데이터원본을서버로전
송한다. 다음으로서버는각디바이스로부터수집한데

이터들을사용하여전역신경망모델을업데이트한후
업데이트된모델을각디바이스에게전송한다. 이중앙
집중형학습방식은두가지문제점이있다. 첫번째로

데이터의보안문제가있다. 디바이스에서서버로데이
터를보내는과정에서제 3자에게데이터가유출될위
험이 존재한다. 이를 방지하기 위해 암호화와 복호화

기술을사용한다하더라도데이터의크기가커짐에따
라서요구되는연산량도많아지고암호화, 복호화키를
관리해야 한다는 문제가 있다.

두번째로디바이스가서버로데이터를보낼때발생
하는통신오버헤드문제가있다. 디바이스는네트워크
를통해서버로데이터를보내게되는데이때네트워크

의 대역폭, 채널의 상태 등과 같은 여러 통신 요소의
제약들로 인해 한번에많은 데이터를보내지못한다.

때문에데이터를나누어서여러번보내야하는상황이

발생하는데, 그로 인해 전체 학습에서의 시간 지연이
발생할 수 있다.

따라서이러한데이터보안및통신오버헤드문제들

을해결하기위해등장한공동학습방식이연합학습이
다. 연합학습은다음과같은과정을통해학습이이루어
진다. 우선서버에서연합학습에참여하는디바이스가

공동으로사용할전역모델을초기화한다. 이때모델은
목적, 데이터셋, 목표성능에따라서다양하게 구성될
수있다. 다음으로서버는초기화된모델을각디바이스

에게전송한다. 디바이스는서버로부터받은모델을디
바이스가보유하고있는데이터를사용하여학습을통
해업데이트를한다. 이렇게모든디바이스에서업데이

트된모델의파라미터(가중치, 바이어스등)를다시서
버로 보내고 서버에서는 수신한 파라미터들을 집계하
여전역모델을업데이트하게된다. 이러한과정을목표

로 하는 성능(분류 및 예측 정확도)에 도달할 때까지
반복한다. 이 때 디바이스에서 서버로 데이터 원본이
아닌모델의업데이트값을보내기때문에통신비용이

크게 줄어들고, 데이터 유출을 방지할 수 있게 된다.

2.1.1 Federated Averaging

Federated Averaging이란, 서버가 디바이스로부터
받은모델업데이트를집계할때사용하는가장기본적

인방식이다[7]. 이방식은디바이스에서업데이트된파
라미터값들에대해평균을내는방식으로수식으로표
현을 했을 때 아래의 식과 같이 표현할 수 있다.
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(1)

w는전역모델의파라미터값, wk는디바이스 k에서
업데이트된파라미터값, n은전체디바이스에포함된
데이터샘플의개수, nk는디바이스 k에포함된데이터

샘플의개수, t는현재연합학습의라운드수, K는연합
학습에 참여하는 디바이스의 개수를 의미한다.

이러한 Federated Averaging 알고리즘을 사용하면

연합학습의라운드수가증가함에따라모델의파라미
터값이수렴하고전역모델의분류또는예측정확도
또한계속해서증가하여최종정확도로수렴하게된다.

2.2 Spiking Neural Network
SNN은동물의뇌에서정보를전달하는생물학적과

정을모방하여만든인공신경망이다. 동물의뇌에있는
뉴런들은 서로 스파이크라고 하는 전기적 신호 및 화

학적 신호를 생성하여 정보를 전달한다. 정보가 뉴런
에전달되면뉴런의막전위값이높아지고이막전위
값이 임계 전위보다 높아지면 전기적 신호 및 화학적

신호를 생성하여 그 다음 연결된 뉴런으로 전달하게
된다.

SNN은이러한과정을모방하였는데, 전기적신호인

스파이크를 0 또는 1의이산적인값으로표현하여뉴런
간에전달하고, 값이 1인스파이크가들어오면이전뉴
런과다음뉴런사이의시냅스가중치값을더하여다음

뉴런이 활성화되는 값을 높여준다. 그리고 이 활성화
값이사전에정의한임계치보다높아지면뉴런에서스
파이크를발화하여그다음뉴런으로전달을하게된다.

기존의인공신경망은데이터가입력될때마다모든
시냅스에서가중치의곱연산과누적연산이이루어지
는 반면, SNN은 스파이크가 발화될 때만 시냅스에서

가중치의누적연산만이이루어진다. 때문에 SNN에서
의연산비용이크게감소하여에너지효율성이높아지
게 된다. 따라서 SNN은 저전력 소모를 필요로 하는

뉴로모픽 하드웨어에서 많이 사용되고 있다[8,9].

하지만 ANN은뉴런간에정보를전달할때데이터
의실수값을그대로전달하는반면, SNN은실수값의

데이터를스파이크형태의이산적인정보로변환하고,

LIF 뉴런모델을통해다음뉴런으로스파이크를전달
하기 때문에 정보의 손실이 발생하게 된다. 따라서

SNN은 ANN에비해정확도성능이떨어진다는문제
가 있다.

2.2.1 스파이크 인코딩 방식

SNN에서는스파이크로정보를전달하기위해입력

데이터를스파이크로인코딩하는과정을거치게된다.

이때 자주 사용되는 인코딩 방식으로는 Rate coding

방식이 있다.[10]

Rate coding 방식은입력데이터값의크기에비례하

여생성되는스파이크의개수를조절하는방식으로, 값
의크기가클수록생성되는스파이크의개수가더많아
진다. 그림 2에서 보이는 것 처럼 각 데이터 값 별로

사전에정의한스파이크인코딩단위시간내에발생하
는스파이크의개수를구하고, 각시간별로생성된스파
이크 트레인을 입력 계층에 전달한다.

2.2.2 Leaky Integrate and Fire(LIF) 모델

LIF 모델은동물의뇌에서뉴런의활성화를위한막
전위값이시간이지남에따라서감소하는뉴런의특성
을 SNN에적용하기위해서만든모델이다[11]. LIF 모

델을 SNN에적용하면그림 3에서와같이스파이크가
들어올경우뉴런의막전위값이시냅스가중치의크기
만큼 증가하였다가 스파이크가 들어오지 않으면시간

이 지남에 따라 감소한다. 때문에 뉴런이 활성화되기
위해서는해당뉴런과연결된이전뉴런에서스파이크
를 연속적으로 생성하거나, 연결된 이전 뉴런 사이의

시냅스가중치의값이커야한다. 또한뉴런이활성화되
어스파이크가출력되면막전위값을휴지전위값으로
떨어트려스파이크가들어오더라도계속해서활성화가

이루어지지 못하게 한다.

그림 2. Rate coding 방식의 스파이크 생성 과정
Fig. 2. Spike generation process of Rate coding

그림 3. LIF 모델의 동작 과정
Fig. 3. Process of LIF model operation
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Ⅲ. 기존 연구

3.1 연합학습의 활용
[1]에서는 도로 위에 있는 차량의 정확한 위치 를

알아내기위해차량및위성간의통신을할때각차량

의위치정보라는개인적인정보를보호하기위해연합
학습을 사용하였다.

[3]에서는차량에부착된 LIDAR, 카메라등의센서

를 통해 수집된 정보로 도로에 있는 물체를 탐지하고
식별하기 위한 작업에서 차량 간 통신에서 발생할 수
있는 대역폭 사용량 및 통신 지연 속도 증가, 데이터

유출 문제를 방지하기 위해 연합학습을 사용하였다.

3.2 SNN 기반 연합학습의 최신 연구 성과 및
응용 사례

[12]에서는 SNN에 Batch Normalization Through

Time(BNTT)라는기술을적용하여연합학습의과정을
통해학습된전역모델의테스트정확도성능이 ANN

보다 더 높아질 수 있음 보였다.

[13]에서는디바이스별메모리성능이불균일한상
황에서 SNN을신경망으로사용하여연합학습을진행
하는것을처음으로고려하였으며, 각각의디바이스별

로메모리성능에따라다른 SNN 구조를사용하는방
식을 제안하여 메모리 오버헤드를 줄였다.

[14]에서는 스마트차량에서표지판을인식하는작

업에 SNN 기반연합학습을적용하였다. 표지판인식은
차량에부착된센서에서이루어지기때문에전력소비
를최소화하는것이중요하고, 차량간의실시간통신이

중요하기때문에에너지소비량이적고빠른추론을특
징으로 하는 SNN을 사용하였다.

Ⅳ. SNN 기반 연합학습 구현

4.1 신경망 구현
디바이스에서사용하는신경망구조는 ANN과 SNN

모두동일하며그림 4와같이입력, 은닉, 출력세개의
계층으로구성되어있고모든계층의뉴런이연결되어
있는완전연결(Fully Connected) 구조이다. 각계층의

뉴런개수를살펴보자면입력계층의뉴런개수는 784

개이며 28 x 28 크기의픽셀 값으로이루어진이미지
데이터에대해각각의픽셀값이하나의뉴런의입력으

로들어갈수있도록하였다. 은닉계층의뉴런개수는
100개로설정하였고, 출력계층의뉴런개수는 10개이
며 10개의클래스를가진데이터셋에대해서각클래스

가 하나의 뉴런에 할당되도록 하였다.

신경망 구조를구현함에 있어서 pytorch 모듈을사

용하였고, SNN의특징인 LIF 구조및레이트인코딩
방식을 구현할 때는 snntorch 모듈을 사용하였다.

4.2 연합학습 환경 구현
연합학습환경을구현함에있어서실제서버와디바

이스 여러 대를 사용하는 대신에 그림 5와 같이
IDE(Integrated Development Environment)를 사용하
여데스크탑에서가상의서버객체와디바이스객체를

생성하여시뮬레이션을하였다. 여기서말하는 IDE란
소프트웨어코드편집, 빌드, 컴파일, 테스트등과같이
프로그램개발을위해사용되는여러도구들이통합되

어 있는 소프트웨어 애플리케이션으로, 대표적으로
visual studio, eclipse, pycharm 등이 있다. 우리는
ANN 및 SNN 신경망구현을위해 pytorch 라이브러리

및 snntorch 모듈을사용하였기때문에 pycharm IDE를
사용하였다. 따라서본논문의실험에서는디바이스와서
버간의통신시발생하는오버헤드는고려하지않는다.

연합학습의각라운드에는모든디바이스가참여하
며, 각 디바이스 당 보유하고 있는 로컬 훈련 데이터
샘플의개수, 클래스의개수그리고클래스당데이터

샘플의 개수는 모두 동일하다.

그림 5. 실험에서 사용한 연합학습 환경
Fig. 5. Federated learning environment in experiments

4.3 로컬 및 전역 모델 훈련 과정
연합학습시작전, 서버에서신경망모델을초기화하

여모든디바이스로모델을전송한다. 각디바이스에서

그림 4. 실험에서 사용한 신경망 구조 및 데이터 입력 과정
Fig. 4. Neural network architecture and data input process
in experiments
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는서버로부터전달받은모델을보유하고있는로컬훈
련데이터샘플을사용하여학습을통해업데이트한다.

이때 ANN 모델의경우에는데이터샘플을모델의입

력계층으로전달할때데이터실수값을그대로전달하
고, SNN 모델의 경우 입력 데이터를 레이트 인코딩
방식을사용하여스파이크로변환한후입력계층으로

전달한다. 레이트인코딩에서는기존의데이터를이용
하여스파이크의빈도수를조절하는방식으로정보를
표현하며인코딩과정에서정보의손실이발생할수있

으므로, 인코딩 과정을 여러 번 진행하여 스파이크를
여러 번 전달한다.

ANN과 SNN 모델모두지도학습방식을사용하여

학습이되며업데이트시에는오차역전파방식을사용
한다. 각 디바이스에서 업데이트된 매개변수(가중치,

편향)들은서버로전달되고, 서버에서는모든디바이스

로부터전달받은매개수들을식(1)에따라계산을하여
전역 모델의 파라미터로 업데이트를 한다.

각연합학습의라운드마다위의과정을거쳐업데이

트된전역모델에서동일한테스트데이터셋을사용하
여 테스트를 진행해서 정확도를 측정한다.

Ⅴ. 실 험

5.1 실험 설정
본실험에서는 2차원이미지분류작업을진행하였

고, 데이터셋은 MNIST 데이터셋과함께흔히사용되
는 Fashion-MNIST 데이터셋을 사용하였다.

Fashion-MNIST 데이터셋은 10가지종류의옷이미지

를가지고있는데이터셋이며, 60,000개의훈련데이터
샘플과 10,000개의테스트데이터샘플로구성되어있
다. MNIST를사용하는대신 Fashion-MNIST를사용

한이유는 SNN 기반연합학습의실제애플리케이션에
대한적용가능성을확인하기위해서는단순한숫자형
태의이미지인 MNIST보다좀더복잡한형태의이미

지인 Fashion-MNIST를사용하는것이적합하다고생
각했기 때문이다.

실험에서 사용된 디바이스의 개수는 10개이고, 각

디바이스별로할당된훈련데이터의개수는 6,000개이
다. 데이터의불균일성을다르게하여성능을측정하기
위해디바이스별로훈련데이터셋에포함된클래스의

개수를 각각 10개, 7개, 4개, 3개로 설정하여 실험을
진행하였다. 연합학습은총 100회이루어지며, 연합학
습의라운드당각디바이스에서는로컬모델을훈련하

기위해 2,000개의훈련데이터샘플을사용하고, 로컬
훈련에포크수는 1회이다. 이때에포크수를 1회로설

정한이유는각디바이스별로훈련데이터에과적합이
되는것을방지하기위함이다. 연합학습에참여하는디
바이스의가중치가훈련데이터에대해서과적합이되

어있으면서버에서 Federated Averaging 알고리즘을
사용하여전역모델을업데이트할때가중치의형태가
학습되는방향으로수렴되는것이아니라왜곡이발생

하게 된다. 따라서 과적합의 영향을 최소화하기 위해
에포크수를 1회로설정하였다. ANN과 SNN 모델에서
사용한목적함수는각각 pytorch 모듈에있는크로스

엔트로피(cross-entropy)함수와 snntorch 모듈에 있는
출력스파이크개수를기반으로오차를측정하는함수
(mean squared error count loss)이고, 옵티마이저는모

두 Adam 옵티마이저를 사용하였다.

또한디바이스별보유하고있는훈련데이터에포함
된클래스의개수를다르게하여데이터분포의불균일

성을설정하였다. 각디바이스에포함된클래스의개수
가적을수록디바이스별로서로겹치지않는다른클래
스를가질확률이높아지므로데이터분포의불균일성

이높아진다.데이터분포가균일하다는것은각데이터
가독립적이고동일한확률분포를가지고있다는의미
에서 Independent and Identically Distributed(IID)하다

고하고, 불균일하다는것은이와반대로 Non-IID하다
고 한다.

5.2 실험 결과
먼저디바이스의데이터분포가균일한상황(IID 정

도가크며이는모든디바이스에포함된클래스의개수
가 10개인 상황을 의미한다.)에서 Federated ANN과
Federated SNN의연합학습라운드별테스트 정확도

를측정하였다. 측정결과그림 6과같이, 데이터분포
가 IID한 상황에서는 Federated ANN과 Federated

SNN에서테스트정확도수렴속도및성능차이가거

의 나타나지 않음을 확인할 수 있다.

다음으로는디바이스데이터분포를다르게했을때
테스트정확도를측정하였다. 그림 7을보면디바이스

별보유하고있는클래스의개수가적을수록즉데이터
분포의불균일성(Non-IID의정도)이클수록테스트정
확도의수렴속도가느려지고최종수렴정확도가낮아

지는 것을 볼 수 있다. 또한 이러한 성능 저하가
Federated ANN 보다 Federated SNN에서더많이발
생하는것을볼수있다. 성능저하에대한차이를명확

하게보여주기위해그림 5와그림 6을기반으로하여
데이터분포의불균일성정도에따라 Federated ANN

과 Federated SNN의 최종 수렴 정확도 값의 변화를

표로 나타내었다.
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그림 6. 데이터 분포가 IID한 상황에서의 연합학습 라운드
별 테스트 정확도
Fig. 6. Test accuracy across rounds of Federated Learning
in case that data distributions of devices are IID

그림 7. 데이터 분포가 Non-IID한 상황에서의 연합학습 라
운드 별 테스트 정확도 (디바이스 별 포함된 클래스 개수: 위
(7개), 중간(4개), 아래(3개)
Fig. 7. Test accuracy across rounds of Federated Learning
in case that data distributions of devices are Non-IID (the
number of class per device : top(7), center(4), bottom(3)

Class per
device

ANN
SNN

(Difference from ANN)

10
7
5
3

86%
85%
83%
82%

86% (0%)
84% (1%↓)
80% (3%↓)
76% (6%↓)

표 1. Federated ANN과 Federated SNN의 최종 수렴 정확
도 비교
Table 1. Final convergence accuracy comparison between
Federated ANN and Federated SNN

표 1의내용을보면데이터분포의불균일성이커짐

에따라서 Federated ANN과 Federated SNN의최종수

렴 정확도의 값의 차이가 증가하는 것을 볼 수 있다.

이러한현상이나타나는이유는데이터분포의불균일

성이 커질수록, 서버에서 가중치의 평균을 구했을 때

가중치의형상이왜곡되는정도가 Federated ANN보다

Federated SNN에서 더 크기 때문이다.
이미지데이터를학습하는신경망은입력계층과은

닉계층사이의가중치가학습에사용된이미지의형태
로수렴이되는경향이있는데[15], 이는입력되는이미
지의 특징을 은닉 계층으로 잘 전달하기 위해서이다.

따라서 같은 이유로 테스트를 할 때도 정확도가 높게
나오기위해서는모델의가중치의형상이이미지형태
와 유사하게 나타나야 한다.

그림 8과그림 9는각각데이터분포가균일한상황
(디바이스별포함된클래스개수: 10개)과데이터분포
가 불균일한 상황(디바이스 별포함된 클래스개수: 3

개)에서연합학습에참여한모든클라이언트들에의해
업데이트된모델의입력계층과은닉계층사이의가중
치들을서버에서 Federated averaging 알고리즘을적용

하여 구한 결과값을 시각화한 히트맵이다. 두 그림을
비교해보면, 데이터분포의불균일성이증가함에따라
가중치의형상이뚜렷한형태의이미지에서흐릿한형

태의이미지로왜곡이발생하는것을볼수있다. 이는
데이터불균일성이높아져각디바이스에서서로동일
하게보유하는이미지가적어지므로디바이스별로가

중치가서로다른이미지형태로가중치가수렴될확률
이 높아지기 때문이다.

또한 Federated ANN보다 Federated SNN에서왜곡

이더많이일어나는것을볼수있다. SNN은데이터를
스파이크로 변환하여 전달하는 과정에서 정보 손실이
발생하게 되는데, 그로 인해 디바이스에서 학습 시

ANN에비해가중치형상이뚜렷한이미지형태로나
타나지않는다. 따라서가중치의평균값을구했을때
왜곡이 더 심하게 발생하는 것이다.
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그림 8. 데이터 분포가 균일한 상황에서(디바이스에 포함된
클래스 개수: 10개), 모든 디바이스들의 입력 계층과 은닉 계
층 사이의 가중치의 평균 값을 시각화한 히트맵: 위
(Federated ANN), 아래(Federated SNN)
Fig. 8. Heatmaps between input layer and hidden layer
after averaging weights of all deivces when data
distribution is IID (the number of class per device: 10)
: top(Federated ANN), bottom(Federated SNN)

위의내용을정리하자면, 데이터분포의불균일성이

증가할수록 Federated ANN보다 Federated SNN에서

입력계층과은닉계층사이의가중치형상의왜곡정도

가커지므로, Federated SNN에서정확도가더많이떨
어지는 것이다.

다음으로는 Federated ANN과 Federated SNN의에

너지소비량의차이를비교하였다. 비교를위해계산된
연산량은연합학습에참여하는디바이스들의덧셈, 곱
셈등의연산을총합한횟수를의미한다. 연산량을비

교할때는한라운드에서발생하는평균적인연산량을
구하여 비교하였다. 연산량은 MAC(Multiply

Accumulate Computation) 연산방식을기준으로계산

하였으며, 이방식은모델에서뉴런사이에연결된각
시냅스에서발생하는곱하기, 누적연산의횟수를세는
방식이다[16]. 이때 ANN의경우데이터값이뉴런에전

달이 되면 데이터는 해당 뉴런과 다음에 연결된 뉴런

그림 9. 데이터 분포가 불균일한 상황에서(디바이스에 포함
된 클래스 개수: 3개), 모든 디바이스들의 입력 계층과 은닉
계층 사이의 가중치의 평균 값을 시각화한 히트맵 :위
(Federated ANN), 아래(Federated SNN)
Fig. 9. Heatmaps between input layer and hidden layer
after averaging weights of all deivces when data
distribution is Non-IID (the number of class per device: 3)
: top(Federated ANN), bottom(Federated SNN)
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사이의시냅스가중치가곱해지고곱해진값은다음뉴
런의 입력으로 들어갈 값에 누적이 된다.

반면 SNN의경우 0 또는 1의스파이크값으로전달

이되기때문에가중치와의곱셈연산을수행할필요없
이값이전달될때마다다음뉴런의입력값에시냅스의
가중치값을누적하는연산만하면된다. 이때하드웨어

에서 32비트 정수로 곱셈과 누적, MAC, AC 연산을
수행하는데소비되는에너지량의추정치는표 2에기술
된 값과 같다.

모델의 각 계층의 시냅스에서 발생하는 연산(ANN

에서는 MAC연산, SNN에서는 AC 연산)의횟수를계
산했을때, 각모델별연산횟수는다음과같이구해질

수 있다. 입력 계층의 뉴런 수를 I, 은닉 계층의 뉴런
수를 H, 출력계층의뉴런수를 O라고하면, ANN에서
의 데이터 샘플 한 개 학습 시 발생하는 연산 횟수는

아래의 식 (2)와 같다.

(2)

SNN에서는입력데이터를스파이크로변환하여여
러번전달을하고, 뉴런에서스파이크가발화할때만
연산이이루어지기때문에 SNN에서연산횟수를구하

는방식은 ANN과는차이가있다. 데이터를스파이크
로변환하여전달하는횟수를 T라고하고, 각 time step

에서의 평균적인 스파이크의 발화율을 R이라고 했을

때 R1은입력계층에서은닉계층으로전달되는스파이
크의평균개수를의미하고, R2는은닉계층에서출력
계층으로전달되는스파이크의평균개수를의미한다.

이때 SNN에서의 연산 횟수는 다음 식 (3)과 같다.

(3)

이후각모델별에너지소비량은위에서구한각각

의연산횟수에 EMAC와 EAC값을곱해줌으로써계산될

수 있다.

따라서 Federated ANN과 Federated SNN에서연합
학습의한라운드에발생하는에너지소비량을디바이

스의 데이터 분포를 다르게 하여 구한 결과는 표 3과
같다.

표 3의결과를보면데이터분포의불균일성에상관

없이 SNN의에너지소비량이 ANN의에너지소비량
보다 50% 이상 감소한 것을 확인할 수 있다.

또한 SNN과달리 ANN에서의에너지소비량이디

바이스에포함된클래스의개수와상관없이모두같은
이유는 ANN은연산량을구할때식 (2)에서처럼고정
된입력, 은닉, 출력층의뉴런의개수만을사용하기때

문이다.

Ⅵ. 결 론

본 논문에서는 2차원 데이터 분류 작업에서의
Federated ANN과 Federated SNN의테스트정확도및
에너지소비량을실험을통해측정하고비교하였다. 실

험결과 SNN의모델특성상데이터분포의불균일성이
커짐에따라서 ANN에비해테스트정확도가더많이
감소되는것을볼수있었다. 하지만에너지소비량측

면에서는 데이터 분포의 불균일성에 관계없이
Federated SNN이 Federated ANN보다 더 적은 것을
볼 수 있었다.

위의결과를통해서 SNN 기반의연합학습에는데이
터 분포가 불균일한 상황에서 발생할 수 있는 정확도
성능 저하 문제가 있지만, 에너지 소비량 측면에서는

확실한강점이있다는것을알수있다. 따라서앞으로
의연구를통해 SNN 기반의연합학습에서정확도성능
저하 문제가 해결된다면 실제 모바일 네트워크에서

ANN 기반의 연합학습보다 사용 가능성이 더 높아질
것으로 생각된다.

이논문의실험에서 SNN은 ANN과의공정한비교

를위해오차역전파방식을사용하여가중치를업데이
트하였다. 하지만오차역전파방식보다 SNN에적합한

Operation Estimated Energy (pJ)

32-bit Multiply (EMult) 3.1

32-bit Add (Eadd) 0.1

32-bit Multiply and
Accumulate

(EMAC = EMult + EAdd)
3.2

32-bit Accumulate (EAC) 0.1

표 2. 곱셈 및 누적 연산에 대한 에너지 소비량
Table 2. Energy consumption of MAC operation

Class per
device

ANN (mJ)
SNN (mJ)

(Percent of ANN)

10
7
5
3

4922.8

2340.8 (47.55%)
2341.1 (47.55%)
2345.0 (47.63%)
2338.0 (47.49%)

표 3. Federated ANN과 Federated SNN의 에너지 소비량
비교
Table 3. Energy consumption comparison between
Federated ANN and Federated SNN
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가중치업데이트방식으로는뉴런전후스파이크의발화
타이밍을 기반으로한 STDP(Spike-Timing-Dependent

Plasticity)라는 방식이 있다[17]. 따라서 SNN에 STDP

학습방식을 적용하여 Federated SNN의성능을향상
시킬수있을것으로예상되며이후연구를통해확인할
계획이다. 또한실험에서 SNN의스파이크인코딩방식

으로 Rate coding 방식만을 사용하였다. Rate coding

외에도 Temporal coding, Burst coding, Phase coding

등 여러 스파이크 인코딩 방식을 적용하였을 때,

Federated SNN의 성능을 측정하고 분석하여
Federated SNN에적합한스파이크인코딩방식에 대
해서 추가로 연구를 해 볼 필요가 있다.
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